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摘 要:针对目前推荐系统中广泛存在的数据稀疏性、预测评分不准确和神经网络模型复杂度较高等问题,提出

深度神经网络模型ProfileDNN.模型借鉴自然语言处理中 Word2Vec表征学习方法预训练物品的嵌入向量,然后

利用物品的嵌入向量构建物品和用户画像,最后基于深度神经网络模型学习用户对物品的预测评分.基于3个公

共数据集的对比实验表明,ProfileDNN模型相比同类模型,其复杂度更低,且推荐准确率提升最高达1.1%.
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0 引 言

随着网络的迅速发展,人类从信息匮乏时代走向了信息过载时代.信息消费者在面对海量信息时无法轻

易获取自身感兴趣的信息.信息生产者将信息展示给合适的用户也变得越来越困难.而个性化推荐系统是解

决信息过载问题的有效方法之一.它是根据用户的历史信息帮助用户找到喜欢的物品,探索用户喜欢的新事

物[1].对商家而言,利用推荐系统能为用户提供个性化服务,与用户建立亲密关系,从而提高用户的信任度.
协同过滤是推荐系统中较流行且应用较广泛的推荐算法之一[2].协同过滤算法主要分为基于邻域的

协同过滤推荐算法和基于模型的协同过滤推荐算法.基于邻域的协同过滤推荐算法主要分为基于用户的

协同过滤算法和基于物品的协同过滤算法,其分别根据用户相似度和物品相似度为用户推荐物品.其精度

主要取决于用户和物品的数量,在数据稀疏时精度将受到极大的影响[34].基于模型的协同过滤是目前最

流行的协同过滤类型,包括矩阵分解算法、神经网络算法等.矩阵分解应用广泛,包含矩阵因式分解(Ma-
trix

 

Factorization,
 

MF)[5]、概率矩阵分解(Probabilistic
 

matrix
 

factorization,
 

PMF)、奇异值分解(Singu-
lar

 

Value
 

Decomposition,
 

SVD)等.矩阵分解算法可解释性差,易受稀疏数据的影响[6].
Hash编码和独热编码是推荐系统中常用的编码方式.Hash编码因受嵌入冲突问题的困扰,不可避

免地会损害模型的性能[7].而独热编码在用户和物品数量很多时,其特征空间会变得非常大[8],稀疏问题

也愈发严重.此外,独热编码在向量空间中拥有相同的距离[9],无法体现向量之间的相似性.而聚类技术、
降维技术、图论技术和模糊技术是缓解数据稀疏性问题的常用技术[10].Word2Vec作为降维技术之一,可
在百万数量级的词典和上亿的数据集上进行高效的训练,得到低维的、相似性的向量,从而有效降低模型

的复杂度.随着深度学习的发展,推荐系统中关于神经网络的研究日益增多,从典型的自动编码机、受限波

斯曼机到卷积神经网络,再到深度神经网络,均表现出优异的性能.其中,深度神经网络凭借其强大的非线

性拟合能力和特征提取能力,受到越来越多学者们的广泛关注.
本文结合 Word2Vec模型和深度神经网络,提出ProfileDNN模型.该模型利用 Word2Vec训练物品



的嵌入向量缓解数据的稀疏性问题,并通过向量之间的相似性为用户构建画像,还通过只训练高评分物品

的方式,在不降低预测精度的同时节省约46%的训练时间.为获取用户与物品画像之间的高阶非线性交

互,该模型使用深度神经网络进行充分训练,提高了评分预测的准确性.
本文的主要贡献为:
(1)将自然语言处理模型 Word2Vec用于个性化推荐系统,通过只训练高评分物品的方式减少了物

品嵌入向量的训练时间.
(2)充分利用物品嵌入向量之间的相似性,为用户构建画像,解决了 Word2Vec模型在推荐系统领域

无法训练得到用户画像的缺陷.
(3)通过 Word2Vec预训练得到用户和物品的画像,使得神经网络输入层维度较低且固定,不易受用

户数量、物品数量和评分数量的影响,从而降低了模型的复杂度.
(4)基于3个真实数据集的实验表明,本文模型能有效提高推荐系统预测评分的准确性.

1 研究背景

1.1 学习在推荐系统上的应用

表征学习允许机器学习和深度学习模型学习使用特征的同时,也学习如何提取特征,避免了手动提取

特征的麻烦.Kang等提出采用深度哈希嵌入方式来表示物品,该方式有效降低了向量维度,其性能优于

传统哈希方法,略低于独热编码[7].熊回香等通过 Word2Vec算法模型生成候选相关学者集和候选相关论

文集进行推荐[11].Vasile等利用尺寸信息来帮助计算低维的项目嵌入,使模型更加灵活[12].Zhao等提出

一种基于嵌入的框架,用于学习和传输电子商务中所有类型ID的低维表示[13].此外,Radosavljevic等将

表征学习应用于APP推荐[14],Kenthapadi等将表征学习应用于工作推荐[15],均取得了不错的效果.表征

学习在特征提取和降低维度上的优异表现,使其在推荐系统中受到越来越广泛的应用.
词嵌入是自然语言处理中语言模型与表征学习技术的统称.它把一个维数为所有词数量的高维空间

嵌入一个低维的连续向量空间,以发掘单词之间的语义和语法关系[16].谷歌开源的 Word2Vec采用的模

型包含CBOW模型和Skip Gram模型.这两种模型在数据集上高效训练后得到的词向量可用于计算词

与词之间的相似性.在大量文本的训练中,Word2Vec方法比许多经典方法拥有更好的表现.
目前,Word2Vec方法已应用扩展到自然语言处理以外的邻域.Barken和 Koenigstein提出将I-

tem2Vec方法用于协同过滤推荐,该方法将物品转换为嵌入向量,即使在用户信息不可用的情况下也可

推断出项目对项目的关系[17].Item2Vec能够很好地利用 Word2Vec模型训练得到物品之间的相似性特

点,并通过计算获得物品的相似度矩阵,从而将其用于推荐,相比SVD算法其表现更为优异.但Item2Vec
方法无法获得用户向量,也不能用于评分预测.Grbovic等首次介绍了User2Vec模型,该模型通过将用户

视为一个“全局上下文”来同时学习项目和用户的表示,但其本质还是计算用户与物品之间的相似度,无法

预测用户对物品的偏好[18].
1.2 基于深度学习技术的推荐方法

深度学习具有强大的表征能力,在计算机视觉和语音识别等领域取得了出色的表现,且在自然语言处理

和推荐系统中起着越来越重要的作用[19].一般观点认为,相比传统算法,深度学习在推荐系统中的表现更为

优异[20].作为深度学习的一部分,深度神经网络(Deep
 

Neural
 

Networks,DNN)能够学习二阶特征和高阶特征

交互[21],且有足够的隐藏层和隐藏单元,可在一定光滑性假设下逼近任意函数,从而达到任意精度[22].Huang
等提出深度结构化语义模型,利用DNN实现文本语义相似度的计算[23].Elkahky等提出多视角深度学习推

荐框架,通过4个DNN分别提取用户偏好和3个不同领域的物品信息,然后将其映射到同一空间来计算相

似度[24].Wang等开发了一种用于文章推荐的动态关注深度模型,该模型跨多个深度神经网络,解决了编辑

为最终用户选择新闻文章时没显式选择标准的问题[25].Ji等[26]使用深度神经网络探索市场中各种异构数据

之间的关系,发现用户的兴趣,并为用户推荐需要的物品.Alashkar等[27]通过深度神经网络识别输入的面部
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特征,为最终的化妆风格推荐提供帮助.Wang等结合交叉网络和深度神经网络,提出DCN模型,有效解决了

大规模稀疏数据特征工程困难等问题[28].Guo等提出的DeepFM模型使用深度神经网络学习用户和物品特

征之间的交互,充分挖掘用户和物品特征之间存在的关联性,提高了点击率和预测的准确性[29].
鉴于深度学习在推荐系统中表现出的强大生命力,本文在表征学习的基础上,充分发挥DNN神经网络

的表征能力,以提高模型评分预测的准确性.

2 ProfileDNN模型介绍

ProfileDNN模型是通过 Word2Vec模型中的Skip Gram模型训练获得每个物品的嵌入向量来表示物

品,并使用负采样方法进行优化.但Skip Gram模型无法训练获取用户的嵌入向量,因此本文利用物品嵌入

向量之间存在的相似性,构建用户画像来表示用户,最后使用深度神经网络训练预测评分.模型架构如图1
所示.

图1 ProfileDNN模型示意图

Fig.1 ProfileDNN
 

model

2.1 Skip Gram模型和负采样优化

Word2Vec主要分为两种模式:CBOW 模型和

Skip Gram模型.其中,CBOW模型可从原始句子中

推断出目标词,更适用于小型数据集;Skip Gram模

型可从目标词推断出原始句子,更适合于大型语料库.
鉴于推荐系统庞大的数据量,本文使用Skip Gram模

型训练物品的嵌入向量.对物品序列[w1,w2,w3,…,

wt],Skip Gram模型的目标函数为:

1
K∑

K

i=1
∑

-c≤j≤c,j≠0
logp(wi+j wt), (1)

其中,c为上下文窗口的大小.推荐系统物品在无辅助

信息的前提下不存在上下文关系,这里的c值可设为

正无穷,表示在用户评分的物品序列中物品皆存在上

下文关系.K 为单词序列的长度.softmax激活函数为:

p(wj|wi)=
exp(uT

wivwj
)

∑
k=j+c

k=j-cexp(u
T
ivT

k)
, (2)

其中,uwi
为物品i作为目标训练时的嵌入向量,vwi

为

物品i作为上下文内容训练时的嵌入向量.
当词库的数据量十分庞大时,使用softmax激活函数会使每次计算都非常昂贵,在实际训练中难以应用.

噪声对比估计(Noise
 

Contrastive
 

Estimation,NCE)可将数据与噪声区分开,然后使用逻辑回归来估算soft-
max的对数概率[30].因此,本文使用负采样方法代替softmax激活函数.与传统方法每次更新所有权重不同,

负采样一次仅更新一个训练样本的部分权重,这大大减少了梯度在下降过程中的计算量[17].分层的

softmax为:

p(wj|wi)=σ(uT
wivwj

)∏
N

k=1
σ(-uT

wivwk
), (3)

其中,σx  =1/1+exp -x    ,N 为每个正样本对应的负样本数量.
将带有负采样的Skip Gram应用于推荐系统中嵌入训练物品信息.在自然语言处理中,数据集包含多

个句子,句子中的单词之间存在上下文关系,Word2Vec模型可通过学习多个句子中单词的上下文关系获得

词向量.相似的,推荐系统数据集包含多个用户的评分序列,同一用户评分序列中的物品之间存在相关性,因
此可将用户的评分序列等同于句子,物品等同于单词,使用 Word2Vec模型训练学习物品向量.模型使用负采
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样方法进行优化,同一用户评分序列中的任意两个物品皆为正样本,这增加了训练样本的数量,即使稀疏的

数据集也能得到充分的训练.Skip Gram模型的目标函数为:

1
T∑

T

t=1
∑
T

j≠i
logp wt+j wt  Rui >R̂ui  , (4)

其中,Rui 为用户对物品的评分,R̂ui 为所有评分的平均值.
2.2 画像构建

利用 Word2Vec模型训练所得的物品嵌入向量构建用户和物品的画像,并将其作为深度神经网络的输

入.基于用户偏好研究在心理学、行为学、经济学、情报学等领域的关注度,分析用户的偏好信息,以发现用户

的真实信息需求,从而提供符合用户意愿和需求的个性化推荐.
利用物品嵌入向量之间存在的相似性,构建用户画像U 来表示用户偏好.假设用户最高评分的物品序列

为
 

[item1,item2,item3,…,itemn],对应的物品嵌入向量序列为[v1,v2,v3,…,vn],用户积极画像Upos 表示用

户的偏好信息,可用最高评分物品序列的平均值计算,其公式为:

Upos=
1
N∑

N

n=1
vn, (5)

其中,N 为最高评分物品的数量,vn 为最高评分物品所对应的嵌入向量.
同理可以构建用户消极画像Uneg.假设用户最低评分序列为[item1,item2,item3,…,itemm],对应的物品

嵌入向量序列为[v1,v2,v3,…,vm].用户消极画像Uneg 为:

Uneg=
1
M∑

M

m=1
vm, (6)

其中,M 为最低评分物品的数量,vm 为最低评分物品所对应的嵌入向量.
用户平均画像Uavg 为用户评分均值.假设用户评分序列为[r1,r2,r3,…,rk],则Uavg 的计算公式为:

Uavg=
1
k∑

K

k=1
rk, (7)

其中,K 为用户评分序列的评分数量.
最终,将Upos、Uneg 和Uavg 拼接构成用户画像U,其计算公式为:

U= Upos,Uneg,Uavg  . (8)
在物品画像的构建上,本文选择将物品对应的嵌入向量v与物品平均画像Iavg进行拼接.物品画像Iavg为物品

被用户评分序列[r1,r2,r3,…,rt]的均值,其计算公式为:

Iavg=
1
t∑

T

t=1
rt, (9)

其中,T 为物品评分序列的评分数量.物品画像I的计算公式为:

I= Iavg,v  . (10)

2.3 DNN网络结构

深度神经网络DNN按不同的位置划分,可分为输入层、隐藏层和输出层,层与层之间是全连接的.第一

层是输入层,由用户画像U 和物品画像I拼接构成.中间部分是多个隐藏层,神经元的个数随层数的增加而

递减,并使用sigmoid函数激活.最后一层为输出层,包含一个神经元,表示用户对物品的预测评分.输入层

x0 为:

x0=[U,I]. (11)
模型使用3层隐藏层学习用户画像和物品画像的高阶非线性交互,神经元逐层递减,以减少模型训练的

复杂度.隐藏层第1层和第i层的输出向量分别为:

h1=σ(W1x0+b1), (12)

hi=σ(Wihi-1+bi), (13)
其中,hi 为第i个隐藏层的输出向量,Wi 为权值矩阵,bi 为偏置项,σ为sigmoid激活函数.
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输出层仅有一个神经元,采用全连接的方式得到模型的输出,其公式为:

ŷ=Wnhn-1+bn, (14)

其中,ŷ为用户对物品评分的预测,n为深度神经网络隐藏层的个数.
2.4 模型训练

采用Skip Gram模型训练物品嵌入向量时,将单个用户评分的全部物品视为正样本,未评分的物品视

为负样本,每个正样本随机选取5个负样本,模型训练100次.神经网络部分采用批次训练的方式,批次大小

为128,同时每次训练打乱训练集的顺序.模型损失函数为:

L=
1
m∑

m

i=1
ŷi-yi , (15)

其中,L 为损失函数,m 为评分总数,ŷi 为ProfileDNN模型预测所得评分,yi 为真实评分.
模型使用标准梯度下降法(Gradient

 

Descent,GD)训练,网络层神经元的个数随层数的增加而不断减少,
并使用dropout方法以防止模型过拟合,模型训练1

 

000次.参数设置如表1所示.
表1 参数设置

Tab.1 Parameters

参数 参数描述 FilmTrust Movielen
 

100
 

k Movielen
 

1
 

M
c 上下文距离 +∞ +∞ +∞
N 负采样个数 5 5 5

min_count 最小次数 1 1 1
batch_size 批次数量 128 128 128

embedding_size 向量维度 100 100 200
epoch 迭代次数 1

 

000 1
 

000 1
 

000
keep_prob 保留概率 0.5 0.7 0.8
lr 学习率 0.01 0.01 0.01

optimizer 优化器 GD GD GD

3 实验结果与分析

在3个公开数据集的基础上对本文模型和现有模型进行对比分析,并通过实验验证本文模型的有效性.
下面给出数据集的描述、实验设置、性能评价指标和实验结果的分析.
3.1 实验数据集

本次实验选取的数据集为:FilmTrust[31]、MovieLens
 

1M和 MovieLens
 

100
 

k[32],如表2所示.MovieLens
 

1
 

M
 

包含6
 

040个用户对3
 

706部电影的
 

1
 

000
 

209个显式评分,评分密度为4.47%.MovieLens
 

100
 

k包含

943个用户对1
 

682部电影的100
 

000个显式评分,评分密度为6.30%.FilmTrust
 

包含1
 

508个用户对2
 

071
部电影的35

 

497个显式评分,评分密度为1.14%.3个数据集评分都较稀疏,其中FilmTrust数据集评分最不

密集,平均每个用户仅对1.1%的物品进行评分.数据集划分时将90%的数据作为训练集,10%的数据作为测

试集.
表2 数据集统计信息

Tab.2 Statistics
 

of
 

datasets

属性 FilmTrust MovieLens
 

100
 

k MovieLens
 

1
 

M
用户数 1

 

508 943 6
 

040
物品数 2

 

071 1
 

682 3
 

706
评分数 35

 

497 100
 

000 1
 

000
 

209
评分范围 [0.5,4.0] [1,5] [1,5]

评分密度/% 1.14 6.30 4.47
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3.2 对比模型

ProfileDNN在数据选择上只使用用户对物品的评分信息,没有使用用户和物品的特征信息,也没有
 

考

虑时间因素.本文将该方法与本文复现的同类型的协同过滤算法、SVD算法、DNN神经网络等模型进行

比较.
ItemCF[33]:基于物品的协同过滤推荐计算物品之间相似度,根据用户历史喜欢的物品向用户推荐相似

度高的物品.
PMF[34]:概率矩阵分解是推荐系统的基础算法之一.传统的协同过滤算法既不能处理非常大的数据集,

也不能轻松处理稀疏的数据集,而PMF模型在大型、稀疏且不平衡的数据集上具有很好的表现.
DNN[35]:相比单层神经网络,深度神经网络可以模拟世界中更加复杂的情形,采用拼接用户ID将物品

ID的one hot编码方式作为深度神经网络的输入,使用深度神经网络训练获得结果.
SVD[36]:奇异值分解推荐算法在预测准确性、稳定性上具有明显的优势.SVD算法采用对评分矩阵分解

并点积的方式计算预测评分.
NeuMF[35]:NeuMF结合传统的矩阵分解算法和多层感知机,可同时抽取低维和高维的特征,具有优异

的推荐效果.
3.3 性能评估指标

均方根误差(Mean
 

Absolute
 

Error,MAE)和均方根误差(Root
 

Mean
 

Square
 

Error,RMSE)是衡量变量精

度的两个最常用的指标.本文以这两个指标作为衡量模型好坏的标准.MAE表示绝对误差的平均值,可反映

预测值与真实评价值之间的偏差,偏差越小则预测精度越高,模型的推荐效果越好[37].其计算公式为:

MAE=
1
m∑

m

i=1
ŷi-yi , (16)

其中,ŷi 为ProfileDNN模型预测所得评分,yi 为真实评分.
RMSE也可测量误差的平均大小,表示预测值与实际观测之间平方差异平均值的平方根.其计算公

式为:

RMSE=
1
m∑

m

i=1
ŷi-yi  2. (17)

浮点运算数(floating point
 

operations,FLOPs)[38]用来衡量算法或模型的复杂度.其计算公式为:

FLOPs= 2I-1  O, (18)
其中,I为输入的维度,O 为输出的维度.
3.4 实验结果分析

3.4.1 不同模型的推荐性能对比

ProfileDNN模型与对比模型在3组数据集上运行后得到的RMSE和 MAE如表3和表4所示.ItemCF
算法、PMF算法和SVD算法基于评分矩阵进行推荐,受数据稀疏性的影响,其评分准确率较低.DNN模型使

用独热编码表示用户物品,容易高维稀疏.ProfileDNN通过画像方式降低维度,以提升评分准确率.相比结合

矩阵分解和DNN的NeuMF模型,ProfileDNN模型的评分准确率有所提升,最高提升1.1%.
表3 ProfileDNN模型与对比模型的RMSE值

Tab.3 RMSE
 

of
 

ProfileDNN
 

model
 

and
 

comparison
 

models

Models FilmTrust MovieLens
 

100
 

k MovieLens
 

1
 

M
ItemCF 0.882

 

4 0.969
 

7 0.955
 

6
PMF 0.823

 

1 0.933
 

5 0.897
 

1
SVD 0.822

 

8 0.922
 

3 0.907
 

5
DNN 0.824

 

2 0.929
 

6 0.880
 

0
NeuMF 0.810

 

6 0.906
 

2 0.859
 

3
ProfileDNN 0.804

 

7 0.896
 

0 0.855
 

0
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表4 ProfileDNN模型与对比模型的 MAE值

Tab.4 MAE
 

of
 

Profile
 

DNN
 

model
 

and
 

comparison
 

models

Models FilmTrust MovieLens
 

100
 

k MovieLens
 

1
 

M
ItemCF 0.657

 

3 0.749
 

1 0.731
 

3
PMF 0.640

 

5 0.753
 

2 0.735
 

6
SVD 0.634

 

6 0.746
 

7 0.721
 

8
DNN 0.648

 

2 0.725
 

0 0.692
 

8
NeuMF 0.632

 

6 0.712
 

3 0.687
 

6
ProfileDNN 0.623

 

3 0.703
 

7 0.676
 

4

  表5为各个神经网络模型的复杂度对比.从表5可以看出,相比使用独热编码的DNN模型和NeuMF模

型,ProfileDNN模型的FLOPs值和参数数量最小,复杂度最低.这是因为在数据庞大且稀疏时,独热编码表

示的方式会使输入层的维度较大,而通过 Word2Vec模型预训练得到的用户和物品画像维度是固定且低维

的,输入层的复杂度相对较低,从而降低了模型训练的复杂度.
表5 神经网络模型复杂度对比

Tab.5 Comparison
 

of
 

the
 

complexity
 

of
 

neural
 

network
 

models
Models FLOPs Params
DNN 155

 

928 78
 

049
NeuMF 1

 

748
 

674 875
 

481
ProfileDNN 40

 

856 20
 

513

3.4.2 维度对ProfileDNN模型推荐结果的影响

表6为当嵌入向量维度为100和200时,ProfileDNN模型在3个数据集上的表现.实验表明,FilmTrust
和MovieLens数据集的结果差异并不明显.由于FilmTrust和 MovieLen

 

100
 

k数据集较小,本文选取100作

为嵌入向量维度.MovieLen
 

1
 

M选取200作为嵌入向量维度.
表6 Embedding

 

size为100和200时ProfileDNN模型表现

Tab.6 Performance
 

of
 

ProfileDNN
 

for
 

embedding
 

size
 

=
 

100
 

and
 

embedding
 

size
 

=
 

200

数据集
Embedding

 

size=100
MAE RMSE

Embedding
 

size=200
MAE RMSE

FilmTrust 0.6233 0.8047 0.6261 0.8062
MovieLen100k 0.7037 0.8960 0.7121 0.9022
MovieLen

 

1M 0.6796 0.8571 0.6764 0.8550

3.4.3 迭代次数对ProfileDNN模型推荐结果的影响

ProfileDNN模型在FilmTrust、MovieLen
 

100
 

k和MovieLen
 

1
 

M
 

3个数据集上的RMSE和MAE值随迭

代次数变化的曲线如图2和图3所示.从图2和图3可以看出,在使用dropout方法后,模型迭代200次可以

得到理想的结果.在随后的800次迭代中模型基本保持稳定,RMSE和MAE值没有较大的变化.

图2 迭代次数对RMSE的影响

Fig.2 Effect
 

of
 

iterations
 

in
 

term
 

of
 

RMSE
   

图3 迭代次数对 MAE的影响

Fig.3 Effect
 

of
 

iterations
 

in
 

term
 

of
 

MAE
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3.4.4 保留概率对ProfileDNN模型推荐结果的影响

Dropout[39]是指神经元保留在网络中的比率,是解决神经网络过度拟合的有效方法,可以提高模型的

鲁棒性.如图4和图5所示,当保留概率为1时,模型在测试集上的MAE和RMSE值均较高.这是因为当

保留概率为1时,模型没有使用dropout方法保留所有神经元,导致出现过拟合问题,而在使用dropout
方法后,模型的推荐效果显著提升.

图4 保留概率对RMSE的影响

Fig.4 Effect
 

of
 

dropout
 

in
 

term
 

of
 

RMSE
   

图5 保留概率对 MAE的影响

Fig.5 Effect
 

of
 

dropout
 

in
 

term
 

of
 

MAE

3.4.5 模型在稀疏数据上的稳定性测试

为验证模型在稀疏数据上的稳定性,本文将 MovieLens
 

100
 

k数据集按不同比例(训练集与测试集的

比例为9∶1、7∶3、1∶1、3∶7)划分进行对比实验,结果如表7所示.在数据稀疏时各模型的RMSE值均

有一定上升,但本文模型的RMSE值在4种不同划分数据集上仍优于对比模型.实验证明,本文模型在稀

疏数据集上仍能有效提取特征,保证了评分预测的准确性.
表7 MovieLens

 

100
 

k数据集上不同数据划分对各模型RMSE值的影响

Tab.7 The
 

impact
 

of
 

different
 

data
 

partitions
 

on
 

verious
 

models
 

on
 

the
 

MovieLens
 

100
 

k
 

Models
训练集与测试集的比例

9∶1 7∶3 1∶1 3∶7
ItemCF 0.969

 

7 1.117
 

8 1.118
 

6 1.139
 

2
DNN 0.929

 

6 0.932
 

5 0.944
 

5 0.968
 

0
NeuMF 0.906

 

2 0.938
 

1 0.944
 

7 0.960
 

6
ProfileDNN 0.896

 

0 0.924
 

1 0.940
 

3 0.959
 

5

4 结 语

随着互联网的发展和科技的进步,推荐系统得到了人们的广泛关注,人们对推荐系统的要求也逐渐提

高.针对推荐系统中的数据稀疏问题,本文借鉴自然语言处理方法 Word2Vec学习每个物品的嵌入向量,
这种方法可以有效地将物品的表示方法从高维稀疏的独热编码转变成低维稠密的嵌入向量,并充分利用

物品嵌入向量之间存在的相似性,构建用户画像表示用户.本文提出的模型使用深度神经网络训练的方式

提升评分预测的准确性.实验结果表明,本模型可有效解决传统方法中存在的数据稀疏性问题,能显著提

高推荐系统评分预测的准确性.
本文在构造用户画像时尝试过不同的构造方法,不同方式的结果差异也较大,最终选取效果最为优异

的方法作为本文画像的构造方式.未来的研究将继续探索更优秀的构造用户画像方法,以使模型拥有更佳

的表现.
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and
 

Deep
 

Neural
 

Netword
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Yuecong1
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Information
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Abstract:
 

Score
 

prediction
 

has
 

always
 

been
 

the
 

core
 

issue
 

in
 

the
 

research
 

process
 

of
 

recommender
 

systems.
 

In
 

view
 

of
 

the
 

widespread
 

data
 

sparsity
 

problem
 

in
 

the
 

current
 

recommendation
 

system,
 

the
 

inaccurate
 

prediction
 

score
 

and
 

the
 

high
 

complexity
 

of
 

the
 

neural
 

network
 

model,
 

a
 

deep
 

neural
 

network
 

model
 

ProfileDNN
 

is
 

proposed.
 

The
 

model
 

draws
 

on
 

the
 

Word2Vec
 

characterization
 

learning
 

method
 

in
 

natural
 

language
 

processing
 

to
 

pre train
 

the
 

embedding
 

vector
 

of
 

the
 

item,
 

then
 

uses
 

the
 

item
 

embedding
 

vector
 

to
 

construct
 

the
 

item
 

and
 

user
 

portrait,
 

and
 

fi-
nally

 

learns
 

the
 

user's
 

predicted
 

score
 

for
 

the
 

item
 

based
 

on
 

the
 

deep
 

neural
 

network
 

model.
 

Comparative
 

experi-
mental

 

studies
 

on
 

three
 

public
 

data
 

sets
 

show
 

that
 

the
 

ProfileDNN
 

model
 

is
 

less
 

complex
 

than
 

similar
 

models,
 

and
 

the
 

recommendation
 

accuracy
 

rate
 

is
 

improved
 

by
 

up
 

to
 

1.1%.
Keywords:

 

recommended
 

system;
 

embedding;
 

Word2vec;
 

representation
 

learning;
 

deep
 

neural
 

network
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